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SHLUKOVACI METODY V DATA MININGU

Petr Klimek

1. Data Mining

Obecna definice data mining popisuje jako
proces vybéru, prohledavani a modelovani ve
velkych objemech dat, slouzici k odhaleni dfive
neznamych vztah(l mezi daty, za Ucelem ziskani
konkurenéni vyhody. Problematikou data minin-
gu se zabyva prace [1], dale napfiklad v ¢asopi-
su E+M Ekonomie a Management [2].

DM byva v SirSim slova smyslu, napfi. v
[5], definovan jako ziskavani dosud neznamych,
ovéfenych a pouzitelnych znalosti z rozsahlych
databazi pro provadéni klicovych manazerskych
rozhodnuti. Ptiklady obchodniho zadani, které
mohou vést k zavadéni technik DM, jsou:

* Klasifikace (napf. ,Predstavuje toto hlaseni
o skodni udalosti pojistovaci podvod?");

¢ Odhad (napt. ,Jaka je obchodni hodnota za-
kaznika®?");

e Predpovidani (napt. ,Ktefi zékaznici od nas
pravdépodobné odejdou v pribéhu nejbliz-
Sich Sesti mésicu?");

* Asociacni analyza (napf. ,Které produkty se
obvykle kupuji spole¢né?*);

* Seskupovani podle podobnosti (napft. ,Které
skupiny zakaznikd maji néjaké spoleéné cha-
rakteristiky?");

* Deskripce (napt. ,Které atributy nejvice charak-
terizuji chovani uréité skupiny zakaznikG?").

V praxi mGze nastat mnoho dal$ich situaci ¢i
problém(, k jejichz feSeni jsou vhodné metody
data miningu, napf. v [7] nebo v [8]. Vyuziti data
miningovych metod v CR podrobné rozebira [3].
V tomto ¢lanku se dale budeme zabyvat pred-
posledni skupinou technik, a to seskupovanim
podle podobnosti neboli shlukovanim.

2. Shlukova analyza

Ve statistické literature [6] a praktickych
aplikacich zname celou fadu pristupl k feseni
problém( déleni na shluky, z nichz jenom cast
je zaloZena na statistickych principech a pouziva
statistickou interpretaci. Tyto pfistupy vychazeji

z kritéria, ze v8echny prvky se pfitazuji do shlukd
tak, aby rozptyl uvnitt shlukd byl minimalni a sou-
Sasné rozptyl mezi shluky byl maximalni.

Shlukova analyza je souhrnny nazev pro fadu
vypodetnich postupt, jejichz cilem je rozklad
daného souboru na nékolik relativné homogen-
nich podsoubort (shlukl) a to tak, aby jednotky
(objekty) uvnitf jednotlivych shlukd si byly co
nejvice podobné a jednotky (objekty) patfici do
riznych shlukl si byly podobné co nejméné. P¥i-
tom kazda jednotka je popsana skupinou znaku
(proménnych).

Vysledek analyzy zavisi na volbé proménnych,
zvolené mife vzdalenosti mezi objekty a shluky
a na zvoleném algoritmu vypoétu. Obecné lze
Ulohu shlukové analyzy vyjadfit takto: Mame n
jednotek (objektu) a kazda jednotka je charakte-
rizovana p znaky. Vysledky pozorovani tvofi matici
X ={X, X,y 0y X}, kde: X,, X,, ...y X_ jSOU p - Elenné
vektory pozorovani. Ukolem shlukové analyzy je
rozdéleni mnoziny X do mnoziny S; S = {S,, S,
- S }, kde 8, 8,, .., S _ je m shlukd, do nichz je
provedeno seskupeni objektd x. Obecné muze
pocet shlukd dosahovat &isla n, prakticky vyznam
ma v8ak pouze takovy podet shluk, ktery je pod-
statné mensi nez podet plvodnich jednotek. P¥i
tom se zpravidla pozaduje, aby jednotlivé shluky
byly navzajem disjunktni. Vytvofené shluky by mély
byt pokud mozno kompaktni a navzajem relativné
izolované, coz je treba vhodnym zplsobem kvan-
tifikovat.

Ulohou shlukové analyzy je tedy na zakladé hod-
not pozorovanych proménnych rozdélit soubor
objektt do relativné homogennich skupin; objek-
ty ve skupiné jsou z hlediska téchto proménnych
podobné a od objektl v jinych skupinach se lisi.
Shlukova analyza se tak uplatiiuje predevsim pfi
klasifikaci objektd, ale Ize ji pouzit také k redukci
poétu proménnych, a tedy ke zjednodus$eni ulohy
(nékolik uvazovanych proménnych je nahrazeno
jednou). Existence skupin podobnych objektt je
mozné vyuzit pfi organizovani co nejvyhodnéjsi-
ho postupu vybérového zjistovani. K hodnoceni
podobnosti (resp. nepodobnosti) objektli se nej-
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Castéji pouzivaji miry vzdalenosti, a to napfiklad
eukleidovska, Hammingova, éebyéevova nebo
Mahalanobisova. Vzdalenosti dvojic jednotek Ize
usporadat do dtvercové symetrické matice s nu-
lami na hlavni diagonale. P¥i vlastnim shlukovani
pak mohou byt pro uréeni vzdalenosti dvou shlu-
kG pouzita rlizna kritéria: minimalni vzdalenost
dvojice objektd, jejich maximalni vzdalenost,
primérna vzdalenost apod. Rozhodnuti o ko-
ne¢ném podtu shlukli vychazi jak z teoretickych
(vzdalenosti shluku), tak i praktickych hledisek
(naptiklad cilovy pocet skupin je soudasti klien-
tovy objednavky).

Shlukovou analyzu Ize velmi dobfte uplatnit pfi
segmentaci trhu, pfi sdruzovani zakaznikt podle
rozdilného kupniho chovani, je mozné vytvaret
skupiny srovnatelnych obci s cilem uplatnéni
obdobné marketingové strategie atd.

3. Miry vzdalenosti mezi objekty

Nejcastéji se k uréeni nepodobnosti dvou
objektli pouzivaji nasledujici miry nepodobnosti
- vzdalenost.

A. Euklidovska vzdalenost objektl X a X, je
definovana vztahem

p
2
Z (XX
k=1
kde

x, je hodnota k-té proménné u i-tého objektu,
X, je hodnota k-té proménné u j-tého objektu.

di(Xi, X)) =

Vyhodou této miry je jeji vypocetni jednodu-
chost. Ma vSak i nékteré nedostatky. Predpoklada
totiz nekorelovanost proménnych, coz je predpo-
klad, ktery je v praktickych podminkach obtizné
splnitelny. Dale je zna¢né zavisla na méfitku pro-
ménnych, takze je vhodné pracovat s proménnymi
v normovaném tvaru, tj. takovymi, které maji nulovy
prameér a jednotkovy rozptyl - jsou tedy bezrozmér-
nymi Gisly.

B. Hammingova vzdalenost objekti X a X je
definovana vztahem

P

dZ(Xiy Xj) :Z‘Xik' Xjk . (2)
k=1

C. Mahalanobisova vzdalenost objektd X

a Xj je definovana vztahem
d,(X, X) = (%~ %) € (x - ), (3)

kde x; a x; jsou p-Clenné vektory proménnych
u itého a j-tého objektu, C je kovarianéni matice.

Tato mira vzdalenosti prihlizi k vzajemnym in-
terkorelacim proménnych. Pokud jsou proménné
nekorelovany (parové korela¢ni koeficienty jsou
nulové), je Mahalanobisova vzdalenost rovna
Stverci euklidovské vzdalenosti.

4. Shlukovaci metody

V prvni fazi shlukovani vypoéteme vzajemné
vzdalenosti vSech objektd a zapiSeme je do
matice. Tim dostaneme ¢tvercovou symetrickou
matici D = {d”}, kterd ma na hlavni diagonale
nuly. Na zakladé matice vzdalenosti mize byt
zahajena druha faze vypoétd, vlastni shlukovaci
procedura. Byla zkonstruovana cela fada metod
na uréovani vzdalenosti mezi shluky; mezi nej-
znaméjsi patfi metody nejblizsiho a nejvzdale-
néjsiho souseda, metoda priimérné vzdalenosti
a centroidni metoda.

Pro v8echny tyto metody je spole¢né, Zze na
pocatku tvofi kazdy objekt svij vlastni shluk. V na-
sledujicich krocich spojujeme vzdy dva shluky,
jejichz vzdalenost je minimalni. Mira vzdalenosti
mezi shluky zavisi na zvolené metodé shlukova-
ni. V8echny shlukovaci postupy konéi po (n - 1)
krocich tim, Zze v8echny objekty splynou v jediny
shluk. P¥i shlukovani se za shluky povazuji i jed-
notlivé objekty.

Necht d(S,, S,) znaci miru vzdalenosti mezi dvé-
ma shluky S, a S ; vyslovime nasledujici definice.

A. Metoda nejblizSiho souseda

Metoda nejbliz§iho souseda definuje vzdale-
nost dvou shluki jako vzdalenost jejich nejbliz-
Sich prvkd, tedy

d1(Sh, Sk) = min {d(X,, XJ)}

X, 8,65k (4)

B. Metoda nejvzdalenéjSiho souseda

Metoda nejvzdalengj$iho souseda definuje
vzdalenost dvou shlukll jako vzdalenost jejich
nejodlehlejsich prvkd, tedy

dz(Sh, Sk) = max {d(X,, XJ)}

X(€S,E8, (5)
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C. Metoda primérné vzdalenosti

Metoda primérné vzdalenosti definuje vzda-
lenost dvou shlukll jako primérnou vzdalenost
vsech dvojic objektli z obou shlukd, tedy

D. Metoda centroidni

D)

n nk XieSy, XjeSy

(Sh! Sk XI: X

(6)

Metoda centroidni definuje miru vzdalenosti
mezi shluky jako vzdalenost jejich primérd, tedy

d,S,, S,) =d(x, x), (7a)

kde x, =1 3" X, je poget objektii ve shiuku. (7b)

n, xes,

Podrobnéjsi vyklad by presahl ramec problemati-
ky. Statistické pakety, napft. Statgraphics 5.0 a dalsi
obsahuji potfebné programy pro provadéni shluko-
vé analyzy. Pri shlukové analyze Ize také pouzit me-
tod tzv. fuzzy shlukovani. Touto metodou se zabyva
napf. [4]. Dale se také nabizi aplikace metod, které
vychazeji z biologicky inspirovanych algoritmd, kte-
ré jsou popsany v posledni kapitole. [6]

5. Praktické priklady pouziti shlu-
kové analyzy

Priklad 1 - jednorozmérna shlukova ana-
lyza

V nasledujicim vyzkumu mame za cil rozlisit
skupiny zakaznikd s riznym postojem k nakupo-
vani. Bylo vyzvano 20 respondentd, aby vyjadfili
na sedmibodové skale stuper svého souhlasu
s nasledujicimi vyroky (1 = vibec nesouhlasim,
7 = zcela souhlasim):

X1: O nakupy mam zajem. X2: Nakupy stoji pfi-
[i§ mnoho penéz. X3: PFi navstévé mésta vzdy na-
kupuji. X4: Snazim se nalézt co nejlep$i nabidku.
X5: Nemam o nakupy velky zajem. X6: Srovnavani
cen umoznuje usporu mnoha penéz.

V tabulce 1a jsou uvedena vstupni data.

Pouzijeme-li eukleidovskou vzdalenost jedno-
tek (respondent(i) a pfi shlukovani jako kritérium
nejmensi vzdalenosti (metoda nejblizSiho souse-
da - nearest neighbor) mezi nimi, ziskdme nasleduijici
feSeni po pouziti napriklad programu Statgraphics
5.0Plus (nasleduje vystup programu v angli¢ting, je
doplnén ¢eskym komentarem autora).

Tab. 1a: Vstupni data

Zéakaznik | X1 X2 X3 X4 X5 X6
1 4 6 3 7 2 7
2 2 3 2 4 7 2
3 7 2 6 4 3 3
4 4 6 4 5 3 6
5 1 3 2 2 6 4
6 6 4 6 3 3 4
7 5 3 6 3 3 4
8 7 3 7 4 1 4
9 2 4 3 3 6 3

10 3 5 3 6 4 6
" 1 3 2 4 5 3
12 5 4 4 4 2 3
13 2 2 1 5 4 4
14 4 6 4 6 4 7
15 6 5 4 2 1 4
16 3 4 4 6 4 7
17 4 4 7 2 2 5
18 3 6 2 6 4 3
19 5 4 7 3 2 3
20 2 3 1 4 5 4
Zdroj: vlastni

Cluster Analysis
Analysis Summary:
e Data variables: X1, X2, X3, X4, X5, X6
* Number of complete cases: 20
e Clustering Method: Nearest Neighbor (Single
Linkage)
* Distance Metric: Euclidean
* Clustering Method: Nearest Neighbor (Single
Linkage)
* Distance Metric: Euclidean

Vtab. 1b jsou jednotlivi respondenti (Row 1-20)
pritazeni do 3 shlukd (Cluster 1-3). Pro interpre-
taci vytvorenych tii shluk(l bude uzite¢né, spodte-
me-li jesté pro vSech Sest proménnych skupinové
priméry (tab. 1c).

Nejvyssi primérné hodnoty jsme oznadili hvéz-
di¢kou. V prvni skupiné (Shluk 1) tedy zjistujeme
nejvyraznéjsi souhlas s vyroky X4 a X6; jedna se
tedy o osoby preferujici cenu. Ve druhé skupiné
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Tab. 1b: Membership Table

Row 1 2 | 3|4 6 718 |9 10|11 |12 |13 |14 |15 |16 |17 |18 | 19 | 20
Cluster | 1 2 |3 1 3|3 |32 1 2 1312 1 3 1 3 1 3 2
Zdroj: vlastni
Tab. 1c: Skupinové priméry

Cluster X1 X2 X3 X4 X5 X6

1 3,5 55 3,33333 6,0* 3,5 6,0*

2 1,66667 3,0 1,83333 3,66667 5,6* 3,33333

3 5,625* 3,625 5,875* 3,125 2,125 3,75
Zdroj: vlastni

(Shluk 2) jsou reakce na vyroky X1 a X3 nesou-
hlasné a naopak je nejvyraznéjsi souhlas s vyro-
kem X5 (nezajimam se o nakupovani) - jedna se
zakazniky, ktefi neradi nakupuji (nejspise muzi).
Do posledni skupiny (Shluk 3) jsou pak zfejmé za-
fazeny osoby, pro které nakupovani bavi (ziejmé
zeny), (souhlas s X1 a's X3).

Graficky potom danou situaci znazorfiuje tzv.
dendrogram (obr. 1) a také dal$i doplnujici grafy
(grafické vystupy z programu Statgraphics 5.0),

Priklad 2 - dvourozmérna shlukova analyza

K ilustraci dvourozmérného shlukovani pouzi-
jeme data z nasledujici tabulky. Jednim sledova-
nym znakem je nazev vyrobku (symbolicky I-VI),
druhym je nejvy$si dosazeny stupen vzdélani (6
urovni P_1-P_6). Tabulka 2a obsahuje pro kazdou
kombinaci kédl primérné hodnoceni vyrobku (ze
znamek 1-5). V tabulkach 2b a 2c jsou vypocte-

Tab. 2a: Vstupni data

(obr. 2). Na prvnim grafu Ize identifikovat nasle- Vyrobek
duijici tfi shluky: Stupen
Shluk 1: 1, 4, 14, 10, 16, 18. vzdélani I v v v
Shluk 2: 2,9, 5, 11, 20, 13.
Shluk 3: 3, 6, 7, 19, 17, 8, 12, 15. P_1
zakladni 44 113 |24|43|24 |12
Obr. 1: Dendrogram Skola
Dendrogram
Nearest Hegroor Metnod Fucisesn P_2
iF S
stedni | 49|21 | 35|44 34|18
:| Skola bez
2 .
g maturity
a 2
g P_3
' stredni 12 (35|43|23|32|36
Skola s ma-
ok turitou
F“!Qﬂmr‘mm—ﬁmmmh U\"—cn ﬁlﬂ
Zdroj: vlastni zpracovani v programu Statgraphics 5.0 P_4
vyssi
Obr. 2: Bodovy graf odborna | 23 [ 36 42| 15|31 |37
Cluster Scatterplot Ekola
Meares! Msghbor Refhod Eucdean
B % T J  Cleitss
-l P_5
Hl: H VSbaka- | 36 |42 |17 | 35|28 |35
o . B oy
I [ #ril il Iarske
T 4 :
[
| P_6
s : VS magis- | 36 | 43 | 28 | 26| 19 | 34
0 : 1 E J terské
Cal_1
Zdroj: vlastni zpracovani v programu Statgraphics 5.0 Zdroj: Vlastni
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Tab. 2b: Zakladni charakteristiky proménnych P_1-P_6

ny zékladni charakteristiky pro stuper vzdélani
a vyrobek.

Uvedeny typ analyzy umoziuje napriklad
programovy systém STATISTICA 6.0Cz. Jako
vysledky lze ziskat barevny graf blokd, priméry
a smérodatné odchylky pro jednotlivé sloupce
a radky. Stupnice barev v programu v grafu zaci-
na tmavé zelenou, pokracuje pres svétlejsi odsti-
ny az k ¢ervené. Diky nevhodné Upravé pro tisk

Tab. 2c: Zakladni charakteristiky
proménnych I-VI

Vyrobek Pramér Sm. odchylka
| 3,216667 1,230312
Il 3,166667 1,206096
11l 3,150000 1,032957
v 3,100000 1,161034
Vv 2,800000 0,562139
Vi 2,866667 1,080123
Zdroj: Vlastni

Tab. 2d: Preskupena matice dat

| Vi vV 1 ' ]

P_1| 44 12 | 43 | 24 | 24 | 13

P_2 | 42 18 | 44 | 835 | 34 | 21

P3| 12 | 36 | 23| 43| 382 | 35

P_4 | 23 | 37 1,5 | 42 | 31 3,6

P5 |36 |35 |35 | 17 | 28 | 42

P6 |36 |34 |26 | 28| 19 | 43
Zdroj: Vlastni

Stupen vzdélani Pramér Sm. odchylka
P_1 2,666667 1,402379
P_2 3,233333 1,070825
P_3 3,016667 1,101665
P_4 3,066667 1,001332
P_5 3,216667 0,865833
P_6 3,100000 0,843801
Zdroj: Vlastni

zde neni uveden. Obdobné vysledky jako u grafu
ziskame v tabulce 2d.

V tabulce 2d je zmé&néno potadi vyrobki tak, aby
podobné spolu sousedily. Vzhledem k tomuto pre-
usporadani je zfejmé, Ze byly podobné hodnoceny
vyrobky [ a VI, IV allll, V a Il. Dale je mozné z tabulky
2d zjistit, Ze v hodnoceni se shodovali respondenti
se zaékladnim vzdélanim a se strednim vzdélanim
bez maturity (P_1 a P_2), se stfednim s maturitou
a vy$sim odbornym (P_3 a P_4) a nakonec s baka-
lafskym a magisterskym (P_5 a P_6).

6. Zaver

Jednou z ptilezitosti v procesu dobyvani znalos-
ti je pouziti shlukové analyzy. Shlukovéa analyza pa-
tfi v data miningu k metodam bez uditele. Oblasti
moznych aplikaci jsou znaéné Siroké. Jmenujme
napfiklad aplikace ekonomicke, lékaiské, zemé-
délské, chemické nebo astronomické. Zakladni
principy a metody shlukové analyzy byly popsany
v tomto ¢lanku. Byly dale demonstrovany na dvou
praktickych ptikladech z oblasti marketingovych
vyzkuml za pouziti statistickych vypocetnich
prostredkll (Statgraphics 5.0 Plus a Statistica
6.0Cz). V marketingovych vyzkumech se jevi pou-
ziti shlukové analyzy jako velmi uzite¢né.
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ABSTRACT

DATA MINING WITH CLUSTERING
Petr Klimek

Data mining is a new discipline lying at the interface of statistics, database technology, pattern
recognition, machine learning, and other areas. It is concerned with the secondary analysis of lar-
ge databases in order to find previously unsuspected relationships which are of interest or value
to the database owners. There are two keys to success in data mining. First is coming up with
a precise formulation of the problem you are trying to solve. A focused statement usually results
in the best payoff. The second key is using the right data. After choosing from the data available
to you, or perhaps buying external data, you may need to transform and combine it in significant
ways. New problems arise, partly as a consequence of the sheer size of the data sets involved, and
partly because of issues of pattern matching. However, since statistics provides the intellectual
glue underlying the effort, it is important for statisticians to become involved. There are very real
opportunities for statisticians to make significant contributions.

The main definition of data mining and the special data mining tasks are mentioned in the first
part of this paper. The data mining problem was also discussed in previous issues of E+M. One
method (clustering) was chosen to be a subject of this article.

One of the opportunities to gain knowledge from data is a use of clustering analysis. Clustering
analysis belongs to unsupervised methods of data mining. We put here a focus on this method.
Some basic principles are described in the second part of this paper. This method is examined on
two examples from the marketing field. In the first example is used software Statgraphics 5.0Plus
(www.statgraphics.com) to solve clustering problem (nearest neighbour algorithm and Eucleidi-
an distance), and in the second example is used Statistica 6.0Cz software (from Statoft, Inc.,
www.statsoft.com or www.statsoft.cz).

But the building models is only one step in knowledge discovery. It is vital to properly collect and
prepare the data, and to check the models against the real world. The ,best” model is often found
after building models of several different types, or by trying different technologies or algorithms.

Key Words: data mining, clustering, nearest neighbour method, dendrogram

JEL Classification: C1, C19
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